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Zusammenfassung

Machine Learning (ML) ist eine Form der künstlichen Intelligenz, die auch in der
politischen Kommunikation verstärkt eingesetzt wird. Grund für ihre Popularität
ist u. a. das Aufkommen großer Datenmengen (Big Data). Mit den Potenzialen
der unterschiedlichen ML-Verfahren wie Supervised und Unsupervised Learning
gehen aber unterschiedliche Probleme einher. In diesem Beitrag werden die in
der politischen Kommunikationsforschung derzeit gängigsten ML-Verfahren
(z. B. Topic Modeling, Sentiment Analyse), Datenquellen und Anwendungsbe-
reiche skizziert und Trends in der methodischen Entwicklung aufgezeigt.
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1 Einleitung

Künstliche Intelligenz (KI) gilt als technologischer Megatrend, der Gesellschaften
zunehmend prägt. Ob es um die Analyse ökonomischer Daten geht, um medizini-
sche Diagnostik oder autonomes Fahren – die vielfältigen Einsatzmöglichkeiten von
KI haben in den vergangenen Jahren an öffentlicher Aufmerksamkeit gewonnen.
Einige Expertinnen und Experten sehen darin einen Hype, mit dem unrealistische
Hoffnungen und Befürchtungen verbunden sind (Elish und boyd 2018). Hoffnungen
werden nicht zuletzt von den großen Tech-Konzernen geweckt, die derzeit die
öffentliche Debatte um künstliche Intelligenz dominieren (Brennen et al. 2018). In
Teilen der Bevölkerung gibt es dagegen Befürchtungen bezüglich der neuen Tech-
nologie – etwa die Angst um den eigenen Arbeitsplatz (European Commission and
European Parliament 2017).

Unstrittig ist, dass es auf dem Gebiet der KI in den zurückliegenden Jahren große
Fortschritte gegeben hat, die auch in der politischen Kommunikationsforschung
aufgegriffen wurden. Zum einen werden auf KI basierende Methoden verstärkt
angewendet, die vor allem dem Machine Learning (ML) zuzuordnen sind. Zum
anderen haben sich KI und darauf basierende Anwendungen als Forschungsobjekte
der politischen Kommunikation etabliert. In diesem Beitrag wird beleuchtet, was
unter ML zu verstehen ist und welche Potenziale und Probleme damit einhergehen
(Abschn. 2). In Abschn. 3 werden die derzeit gängigsten ML-Verfahren, Datenquel-
len und Anwendungsbereiche der politischen Kommunikationsforschung diskutiert,
bevor in Abschn. 4 ein Ausblick auf zukünftige Entwicklungen gegeben wird.

2 Was ist Machine Learning?

KI ist eine Überkategorie von ML, wovon wiederum Deep Learning (DL) eine
Unterkategorie ist (Abb. 1). KI ist zwar allgegenwärtig, allerdings kaum definiert –
auch weil es an einer allgemeingültigen Definition von Intelligenz mangelt. Im
Wesentlichen kann KI verstanden werden als „the effort to automate intellectual
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Abb. 1 Beziehung von KI,
ML und DL (nach Chollet
2018, S. 4)
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tasks normally performed by humans“ (Chollet 2018, S. 4; Hervorhebung im
Original).

Der Begriff ML wird dem Informatiker Arthur Samuel zugeschrieben, der 1959
ML beschrieb „as field of study that gives computers the ability to learn without
being explicitly programmed“ (Gutierrez 2015, S. 12). Konkreter zielt ML darauf ab,
in Trainingsdaten statistische Strukturen zu entdecken, aus denen allgemeingültige
Regeln hervorgehen, welche dann auf andere Daten angewendet werden können.
Innerhalb des ML kann zwischen drei nicht ganz trennscharfen Teilbereichen unter-
schieden werden, die für diverse Anwendungsbereiche geeignet sind (z. B. Chollet
2018, S. 5, 93–96):

(1) Supervised-Learning-Verfahren werden u. a. zur Text- oder Bilderkennung
genutzt und greifen dazu auf Klassifikations- und Regressionsverfahren zurück
wie beispielsweise Entscheidungsbäume, Regressionsalgorithmen oder Support
Vector Machines. Ein Trainingsdatensatz enthält Eingabedaten (z. B. Bilder) und
die dazugehörigen Zielwerte (z. B. „Hund“). Mit diesen Daten wird ein Algo-
rithmus, ein sogenannter Classifier trainiert. Ziel ist es, eine möglichst sinnvolle
Repräsentation der Eingabedaten auszugeben (z. B. die präzise Identifikation
von Hunden auf Bildern). Wie gut der Classifier diese Repräsentation umsetzt,
wird anhand eines Testdatensatzes und verschiedener Metriken geprüft.

(2) Unsupervised-Learning-Verfahren werden vor allem zur Strukturierung von
Daten genutzt und wenden dazu Komprimierungs- sowie Clusterverfahren an.
Dazu zählen u. a. die Hauptkomponentenanalyse oder der k-Means-Algorith-
mus. Im Gegensatz zu Supervised-Learning-Verfahren sind im Trainingsdaten-
satz keine Zielwerte vorhanden. Der Algorithmus entscheidet selbstständig
anhand der Eingabedaten, wie die Daten gruppiert werden können.

(3) Auf Reinforcement-Learning-Verfahren beruhen autonome Systeme wie selbst-
fahrende Autos. In diesen Verfahren erhält ein Agent, hier das selbstfahrende
Auto, Informationen über seine Umwelt. Auf Basis dieser Informationen entschei-
det der Agent, wie er sich in einer bestimmten Situation verhält. Der Agent erhält
fortlaufend Feedback über die getroffenen Entscheidungen und passt zukünf-
tige Entscheidungen daran an.

Im Gegensatz zu den bereits beschriebenen ML-Verfahren nutzen DL-Verfahren
hierarchische Schichten, die jeweils darauf abzielen, die Repräsentation des Classi-
fiers zu verbessern. Die hierarchischen Schichten werden in Trainingsdaten durch
Modelle erlernt, die als neuronale Netze bezeichnet werden. Je mehr Schichten ein
Modell hat bzw. je „tiefer“ ein Modell ist, desto präziser wird die Repräsentation des
Classifiers. Im Falle einer Bilderkennungssoftware wird die Präzision der Bilder-
kennung mit zunehmender Tiefe des Modells verbessert (weiterführend etwa Chollet
2018).

Viele ML-Verfahren existieren bereits seit den 1950er-Jahren. Ursache für die
derzeitige Popularität sind drei jüngere Entwicklungen: Erstens hat sich die verfüg-
bare Hardware exponentiell verbessert, sodass einfache DL-Verfahren mit handels-
üblichen PCs durchgeführt werden können. Zweitens hat der Aufstieg des Internets
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für enorme Datenmengen gesorgt (Big Data), die für das Training von ML-Verfahren
benötigt werden. Drittens wurden bedeutsame Verbesserungen an den Algorithmen
vorgenommen, mit deren Hilfe zum Beispiel komplexere DL-Verfahren trainiert
werden können (Chollet 2018, S. 20–22).

Neben den vielfältigen Potenzialen gehen mit den verschiedenen Verfahren auch
Probleme einher. Viele Datensätze unterliegen Verzerrungen, die durch die Auswer-
tung reproduziert werden (Broussard 2018). Darüber hinaus stellt das Lernen des
Algorithmus dann ein Problem dar, wenn nicht mehr nachvollzogen werden kann,
was genau der Algorithmus eigentlich gemacht hat (Pasquale 2015). Das hat Aus-
wirkungen auf die Interpretation der Ergebnisse, denn in großen Datenmengen
ergeben sich häufig Scheinkorrelationen. Deshalb ist eine gründliche theoretisch-
konzeptionelle Vorarbeit und transparente Datenaufbereitung genauso notwendig
wie eine Validierung des Modells und der Ergebnisse (Jungherr und Theocharis
2017).

3 Machine Learning in der politischen
Kommunikationsforschung

3.1 Methoden

In der politischen Kommunikationsforschung dominieren derzeit Supervised und
Unsupervised Learning. Reinforcement Learning spielt dagegen bislang kaum eine
Rolle.

Auf Grund der Verfügbarkeit großer Textkorpora werden ML-Verfahren in der
politischen Kommunikationsforschung primär im Bereich des Textminings und
der Analyse natürlicher Sprache (Natural Language Processing; NLP) angewendet
(Grimmer und Stewart 2013). Gängige Verfahren sind neben der Social Network
Analysis (siehe Beitrag in diesem Band), die Sentiment-Analyse und das Topic
Modeling. Sentiment-Analysen greifen sowohl auf Supervised als auch auf Unsu-
pervised Learning zurück, während Topic Models ausschließlich auf Unsupervised
Learning basieren. Die Sentiment-Analyse wurde in der Marktforschung entwickelt,
um herauszufinden, ob Produkte positiv oder negativ bewertet werden (Opinion
Mining). Mittlerweile können einzelne Stimmungen bzw. Emotionen differenzierter
erfasst werden. Sprachliche Feinheiten wie Ironie, Sarkasmus oder Slang sind nach
wie vor schwierig zu erkennen. Um den emotionalen Gehalt eines Textes zu ermit-
teln, sind diktionärsbasierte Verfahren verbreitet (Young und Soroka 2011).

Beim Topic Modeling werden Listen von Wörtern generiert, die basierend auf
einem den Wörtern zugewiesenen Wahrscheinlichkeitswert erstellt werden (Blei
2012). Dieser Wert drückt aus, mit welcher Wahrscheinlichkeit ein Wort gemeinsam
mit bestimmten anderen Wörtern auftritt. Die Anzahl der Wortlisten muss dabei
vorab festgelegt werden – mit dem Ziel, dass die Wörter innerhalb einer Liste einen
Sinnzusammenhang ergeben. Ein anderer Ansatz ist die Latent Dirichlet Allocation
(LDA, siehe z. B. Stier et al. 2018), die sich besonders zur Exploration von Texten
eignet. Allerdings liegt der LDA ein Bag-of-words-Ansatz zugrunde. Dieser betrach-
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tet einen Text nicht als semantische Einheit, sondern als ungeordnete Ansammlung
von Wörtern. Dadurch gehen Kontext und Sinneinheiten verloren; sie können nur
mit Hilfe weiterer Methoden wie qualitativen Inhaltsanalysen ergänzt werden. Wei-
tere Ansätze sind dynamische, strukturierte oder hierarchische Topic Models. Pro-
blematisch an Topic Modeling-Verfahren ist u. a., dass die Anzahl an Topics nicht
durch das Modell selbst geschätzt wird. Aufgrund dieser Limitationen ist die Vali-
dierung der Modelle zentral für die Interpretation und Reliabilität der Ergebnisse
(Maier et al. 2018).

3.2 Datenquellen

ML-Verfahren erfordern große Datenmengen. Diese können etwa als Text-, Audio-,
Bild-, Video-, Sensor- oder Tracking-Daten vorliegen. In der politischen Kommu-
nikationsforschung werden derzeit insbesondere Text- und Tracking-Daten mit ML-
Verfahren analysiert. Größtenteils handelt es sich dabei um online verfügbare Daten,
die von Akteurinnen und Akteuren aus Zivilgesellschaft, Journalismus und Politik
generiert worden sind.

So hinterlassen beispielsweise Bürgerinnen und Bürger auf Social Media-Platt-
formen enorme Datenmengen, die mit ML analysiert werden können. Lange Zeit
konnten z. B. Likes, Shares oder Kommentare mit verschiedenen Tools (z. B. Keyling
und Jünger 2016) über die Application Programming Interfaces (APIs) der Plattform-
betreiber heruntergeladen werden. Im Nachgang des Cambridge-Analytica-Skandals
haben einige Plattformbetreiber den Zugang zu ihren APIs allerdings erheblich einge-
schränkt. Die Folgen dieser „APIcalypse“ (Bruns 2019) werden derzeit im Feld
diskutiert (Bruns 2019; Puschmann 2019).

Seitdem immer mehr journalistische Beiträge online abrufbar sind, können auch
diese durch automatisierte Speicherverfahren gesichert und für ML-Verfahren ana-
lysierbar gemacht werden. Die Speicherung dieser Inhalte erfolgt dabei zum Beispiel
über Tools, welche die RSS-Feeds der Medienangebote nutzen (z. B. Haßler et al.
2016). Eine Einschränkung der RSS-Feeds wird derzeit nicht diskutiert. Allerdings
müssen Aspekte des Urheberrechts stärker beachtet werden.

Politische Akteurinnen und Akteure sind ebenfalls auf digitalen Plattformen ak-
tiv, die durch die beschriebenen Tools gespeichert werden können. Darüber hinaus
werden andere politische Textdokumente mit ML-Verfahren analysiert, zum Beispiel
Gesetzestexte, Parlamentsdebatten oder Reden.

3.3 Anwendungsbereiche in der Praxis

An der Schnittstelle zwischen politischer Kommunikationspraxis und -forschung
sind die Einsatzmöglichkeiten von ML-Verfahren so variantenreich, dass sie hier
nicht erschöpfend behandelt werden können. Ohne Anspruch auf Vollständigkeit
oder absolute Trennschärfe können Personalisierung, Detektion und Produktion von
Inhalten politischer Kommunikation unterschieden werden.
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(1) Personalisierung von Inhalten politischer Kommunikation: Zunehmend wird
ML genutzt, um Zielgruppen auf der Basis immer größerer Datenmengen pass-
genau zu identifizieren. So können persuasive Botschaften auf sehr kleine
Zielgruppen zugeschnitten werden. Eine breite Debatte über dieses Micro-
Targeting entstand nach der Brexit-Kampagne und der Wahl Donald Trumps
zum US-Präsidenten im Jahr 2016 (Bodó et al. 2017). Die Effekte von Micro-
Targeting sind bislang kaum erforscht, nicht zuletzt wegen der restriktiven
Informationspolitik von Facebook, wo vor allem personalisierte politische Wer-
bung verbreitet wird. Kritikerinnen und Kritiker befürchten jedoch eine zuneh-
mende Fragmentierung politischer Öffentlichkeiten (Zuiderveen Borgesius et al.
2018). Auch in Deutschland wird Micro-Targeting eingesetzt, jedoch existiert
hier aufgrund strengerer Datenschutzvorgaben keine so umfassende Datenbasis
wie in den USA (Kruschinski und Haller 2017).

(2) Detektion von Inhalten politischer Kommunikation: Dabei geht es u. a. um
die automatisierte Erkennung politischer Meinungen in Social-Media-
Postings (Maynard und Funk 2012) oder um das Aufspüren von Falsch-
und Desinformation, die sich auf Social-Media-Plattformen oft schneller
verbreiten als verlässliche Nachrichten (Vosoughi et al. 2018). Daraus resul-
tieren Bestrebungen, die Schnelligkeit und Effektivität der Detektion zu
erhöhen. So können mittels NLP und ML überprüfungswürdige Tatsachen-
behauptungen unmittelbar extrahiert, priorisiert und an Fact-checking-Teams
weitergeleitet werden (Hassan et al. 2017). Zudem wenden Social-Media-
Plattformen ML an, um z. B. Bots, Trolle oder extremistische Inhalte auto-
matisch zu erkennen und einer Überprüfung zuzuführen. Auf europäischer
Ebene wird außerdem über Upload-Filter gegen Hate Speech diskutiert, die
auf lernenden Algorithmen basieren (Heldt 2018). Verfahren zur Hate Speech-
Erkennung arbeiten jedoch noch nicht zuverlässig und sind absehbar auf mensch-
liche Entscheidungen angewiesen (Gröndahl et al. 2018). In China wird die
Kombination von automatisierten und manuellen Verfahren zur Filterung von
Online-Inhalten zu einer umfassenden Informationskontrolle eingesetzt (Bolsover
2019).

(3) Produktion von Inhalten politischer Kommunikation: Social Bots sind darauf
ausgerichtet, menschliche Kommunikation zu imitieren. Derzeit basieren Bots in
aller Regel auf einfachen Algorithmen und können lediglich standardisierte
Textnachrichten verbreiten oder Postings anderer Accounts teilen. Fortschritte
auf dem Gebiet des NLP lassen jedoch erwarten, dass Bots künftig deutlich
besser darin werden, menschliche Konversationen zu imitieren (Neudert 2018).
Bereits heute zeigt sich, dass Bots Debatten auf Social-Media-Plattformen
polarisieren und bestimmte Standpunkte verstärken können (Stella et al. 2018).
Werden Bots in ihrer Kommunikation menschenähnlicher, ist von einer Steige-
rung ihres Manipulationspotenzials auszugehen. Die Automatisierung von Jour-
nalismus dagegen ist jenseits standardisierter Börsen- und Sportberichte abseh-
bar nur begrenzt möglich (Thurman et al. 2017). Für investigative Recherchen
sind ML-Verfahren zur Auswertung großer Datensätze jedoch bereits jetzt von
Nutzen (Stray 2019).
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4 Ausblick

Es ist davon auszugehen, dass in der politischen Kommunikationsforschung ML
zukünftig einen größeren Stellenwert einnehmen wird. Gründe dafür sind methodi-
sche Fortschritte, das Erschließen neuer Datenquellen und das Aufkommen neuer
Anwendungsfelder. So wird etwa die Analyse von Audiodaten durch Verbesserun-
gen bei deren Konvertierung in Textdaten erleichtert oder die Analyse von automa-
tisch übersetzten Inhalten (Lind et al. 2019). Zudem werden Fortschritte bei der
Bilderkennung die Beantwortung deskriptiver Fragestellungen erleichtern – etwa
welche politischen Akteurinnen und Akteure wie häufig in den Medien vorkommen.
Auch die Anwendung von DL im Rahmen von Sentiment-Analysen verspricht in
den nächsten Jahren Fortschritte in der genaueren Erkennung von Emotionen. Durch
die zunehmende Implementierung von ML- oder DL-Verfahren in technologischen
Anwendungen ist es wahrscheinlich, dass ein neuer Untersuchungsgegenstand
geschaffen wird: Die „kommunivative KI“ (Guzman und Lewis 2019). Diese
Anwendungen fungieren nicht mehr als Medien, welche die menschliche Kommu-
nikation vermitteln, sondern als eigenständige Kommunikatorinnen, was neue nor-
mative, theoretische und empirische Fragen aufwirft.

Im Zusammenhang mit einer solchen „kommunikativen KI“ wird immer wieder
auf das politische Manipulationspotenzial hingewiesen. Anlass für dystopische
Szenarien sind auch sog. Deep Fakes, also täuschend echt manipulierte Videos.
Befürchtet wird der Einsatz dieser Technologie zu Zwecken der Desinformation
(Newman 2019, S. 16).

Auch prognostische Verfahren könnten künftig an Bedeutung gewinnen. Diese
werden etwa auf Grundlage von Social-Media-Daten zur Früherkennung politischer
Entwicklungen eingesetzt, wie der Formierung von Protestbewegungen (Boecking
et al. 2015) oder zur Prognose von Wahlverhalten (Beauchamp 2017).

Allerdings ist die Weiterentwicklung des Forschungsfelds vom Datenzugang
abhängig. Es ist denkbar, dass Unternehmen diesen Zugang (weiter) einschränken,
womit derzeit genutzte Datenquellen versiegen. Weitere Einschränkungen der An-
wendung von ML-Verfahren ergeben sich aus ethischen und datenschutzrechtlichen
Aspekten.

In jedem Fall sollte sich die zunehmende Bedeutung automatisierter Verfahren in
der politischen Kommunikationsforschung in einem höheren Stellenwert in der
akademischen Methodenausbildung niederschlagen, um für die Vor- und Nachteile
sowie ethischen Fragestellungen zu sensibilisieren.
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